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            초록
          
        

        
          This paper aims to provide a detailed introduction to the concept of the Ratio of Predictable Component (RPC) and the Signal-to-Noise Paradox. Then, we derive insights from them by exploring the paradoxical features by conducting a seasonal and regional analysis through ensemble expansion in KMA’s climate prediction system (GloSea). We also provide an explanation of the ensemble generation method, with a specific focus on stochastic physics. Through this study, we can provide the predictability limits of our forecasting system, and find way to enhance it. On a global scale, RPC reaches a value of 1 when the ensemble is expanded to a maximum of 56 members, underlining the significance of ensemble expansion in the climate prediction system. The feature indicating RPC paradoxically exceeding 1 becomes particularly evident in the winter North Atlantic and the summer North Pacific. In the Siberian Continent, predictability is notably low, persisting even as the ensemble size increases. This region, characterized by a low RPC, is considered challenging for making reliable predictions, highlighting the need for further improvement in the model and initialization processes related to land processes. In contrast, the tropical ocean demonstrates robust predictability while maintaining an RPC of 1. Through this study, we have brought to attention the limitations of potential predictability within the climate prediction system, emphasizing the necessity of leveraging predictable signals with high RPC values. We also underscore the importance of continuous efforts aimed at improving models and initializations to overcome these limitations.
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      1. 서 론
      앙상블 예측은 초기의 작은 차이로부터 도래하는 결과의 차이로 예측 불확실성의 범위를 가늠할 수 있게 해주며, 이와 함께 예측성의 한계를 제시해 준다. 또한 개별 앙상블들의 평균을 통해 예측 불가능한 노이즈를 제거하고 예측 가능한 시그널을 남김으로써 최대한의 예측 스킬을 확보할 수 있게 해 준다. 이와 같이 불확실성의 범위를 감안하여 최선의 예측 정보를 이끌어 내려는 앙상블 예측시스템의 전략은 단기 기상 예보를 넘어 연장 중기와 계절 및 기후변화 전망에 까지 널리 활용되고 있다.

      따라서 전산 자원이 증대됨에 따른 앙상블의 확대가 예측성에 미치는 영향에 대한 연구들이 지속적으로 수행되어 왔으며, 많은 연구들에서 앙상블 크기 증가에 따라 얻게 되는 이점을 다양한 관점으로 연구해왔다(Murphy, 1990; Talagrand et al., 1997; Raynaud and Bouttier, 2017; Ahn et al., 2018; Kim, 2019; Weisheimer et al., 2019; Hyun et al., 2020; Park et al., 2021).

      이 중 Park et al. (2021)은 기상청 기후예측시스템(Global Seasonal Forecasting System version 5, GloSea5)의 앙상블 수를 한 초기시간당 3개에서 14개로 5배 가까이 증가시켜, 여름과 겨울 계절 예측에 사용되는 앙상블을 총 12개에서 56개까지 늘렸다. 그리고 이를 과거 20년 기간에 대해 생산하여 앙상블 증가에 따른 기온, 기압, 강수 변수들의 오차와 상관계수, 신호대 잡음비 등의 개선도를 분석하였으며, 변수별로 앙상블 증가에 민감한 지역과 패턴을 제시하였다. 결과적으로 앙상블 증가에 따라 개선도가 크게 나타난 지역은 강수를 제외하고는 모두 고위도 지역으로 나타났다. 강수의 경우는 평균 강수량 및 변동성이 큰 적도 지역이 앙상블 증가에 따른 개선도가 컸다.

      이와 관련하여 Eade et al. (2014), Scaife et al. (2014), Scaife and Smith (2018)는 기후예측시스템에서의 앙상블 예측 스킬(상관계수)을 평가하면서, 겨울철 고위도 특히 북대서양의 NAO (North Atlantic Oscillation) 진동에 영향을 받는 지역의 예측 스킬이 상대적으로 좋은 신호대잡음의 역설(Signal-to-Noise Paradox)을 이야기하였다. 신호대잡음의 역설에 대해서는 3장에서 기술할 것이지만, 핵심은 기후예측시스템의 이론적인 최대 잠재 예측 스킬보다 실제 예측스킬이 더 좋은 역설적인 경우가 있음을 지적한 것이다. 그리고 왜 잠재 예측 스킬이 낮게 평가되었는지에 대한 질문으로부터, 기후예측시스템이 원격상관에 반응하는 시그널이 너무 약한 한계를 지적하고 있다. 그리고 신뢰도 있는 계절 예측을 위해서는 많은 앙상블 멤버를 생산하여 가능한 노이즈를 모두 줄이고 최대한 활용 가능한 시그널을 확보하는 것이 필요함도 제안하고 있다.

      이렇듯 신호대잡음의 역설은 기후예측시스템의 근본적인 예측성 개선을 위한 실마리를 제안하고 있는 중요한 개념이다. 국내 연구에서는 아직 이에 대해 분석되거나 논의된 바가 없어 이 논문에서 그 개념과 선행 연구를 자세히 정리하고자 한다. 그리고 기상청기후예측시스템을 활용하여 앙상블을 확대한 실험(Park et al., 2021)을 가지고, 이 역설적인 특징이 앙상블 확대에 따라 어떻게 향상되어 가는지에 살펴보았다. 특히 선행 연구의 중심이 되었던 겨울철 북대서양의 NAO 지역뿐만 아니라, 북극진동의 영향을 받는 북태평양 지역도 이와 같은 역설적인 특징이 나타나는지 살펴보고, 이 외 다른 지역별 특징도 함께 비교 기술하였다. 최종적으로는 기후예측시스템에서 앙상블을 증가시켰을 때 계절별 지역별 실제 예측 스킬과 최대한 도모할 수 있는 잠재 예측 스킬을 살펴보고자 하였으며, 동아시아와 이외 각 지역에서 기후예측에 활용 가능한 시그널의 특징을 제시하고자 하였다.

      선행 논문들에서 기상청 기후예측시스템(GloSea)의 앙상블 생성 방법에 대하여 많이 소개하고 있으나(Ham et al., 2017; Ham et al., 2019; Kim et al., 2021a; Kim et al., 2021b; Park et al., 2021; Hyun et al., 2022), 주로 시간지연을 통한 개별 앙상블의 생산과 이를 다소 복잡한 체계로 평균하고 아노말리를 생산하는 구조에 대해 주로 초점을 맞추어 설명하고 있다. 따라서 이 논문에서는 앙상블 생성 방법 중 추계물리 앙상블 생성법에 대해 좀 더 초점을 맞추어 소개하고자 한다. 이어 신호대잡음 역설에 대한 내용을 자세히 소개하고, 이 후 그 특징적인 모습을 확인해 보았다.

    

    

  
    
      2. 불확실성의 반영을 위한 앙상블 생성 기법
      모델이 예측 결과를 생산하는 과정에서 발생하는 불확실성은 정확하지 않은 초기조건에서도 올 수 있고, 완전하게 알지 못하는 모델의 내부과정, 즉, 역학과정, 물리모수화 과정 그리고 결합 과정들에서도 올 수 있다. 기후예측시스템에서는 이 중 초기조건에서 오는 불확실성을 반영하기 위하여 초기장의 날짜를 달리하여 다른 리드타임의 예측을 앙상블 평균하는 시간지연(Time-Lagged) 방법을 사용하고, 내부과정에서의 오는 불확실성을 반영해 주기 위해 물리과정 방정식에 통계적 섭동을 주는 추계물리(Stochastic Physics)방법을 혼합하여 앙상블을 생산한다.

      
        2.1 시간지연법(Time-Lagged)
        기상청 기후예측시스템의 예측장은 매일, 과거 기후예측장의 경우는 각 달에 4번(1st, 9th, 17th, 25th) 예측 결과를 생산한다. 그리고 초기조건에서 오는 불확실성을 반영하기 위하여, 앙상블 평균 시 특정 기간의 시간 범위를 두고 그 기간 동안 시간 지연된 결과를 모두 사용하여 앙상블 평균하는 방법을 사용한다.

        가까운 기간을 예측할 수록 짧은 시간범위를, 긴 기간을 예측할 수록 긴 시간범위를 쓰게 되는데, 예를 들어 주별로 예측을 할 때에는 최근 일주일 이내의 결과를, 월별 예측을 할 때에는 최근 한 달 이내의 결과를 사용하여 앙상블 평균에 사용하는 식이다. 시간범위를 길게 할수록 더 많은 앙상블을 확보할 수 있겠으나 먼 날짜의 초기장을 쓴 결과가 포함되게 되고, 반대로 짧은 시간범위를 쓸 수록 앙상블 수는 적어지는 대신 최근 초기장 만을 사용한 예측 결과를 얻을 수 있다. 이는 가까운 기간의 예측 일수록 초기 시간이, 먼 기간 일수록 초기 시간보다는 앙상블의 수가 더 중요하게 작용하는 것을 반영하고 있기 때문이다.

        참고로 현업에서 과거 기후 예측장을 매일 생산하지 않고 한 달에 4번만 생산하는 이유는, 기후 평균을 생산하기 위하여 수십 년간 매일의 앙상블을 생산하는 것은 전산 자원이 너무 많이 들기 때문이다. 또한 이를 위해서는 초기장을 위한 재분석 또한 과거 모든 날짜에 대해 생산되어야 하는데, 대기의 경우는 초기장으로 사용되는 ECMWF (European Centre for Medium-Range Weather Forecast) 재분석이 매 일자에 있지만, 해양의 경우는 따로 자료동화를 통해 재분석장을 생산해야 한다. 그리고 해양 모델의 버전이 업그레이드 되면, 이 때마다 새로운 재분석을 다시 생산해야 하는 부담도 매우 크다. 따라서 효율성을 위해 최소한의 일자에 대해서만 재분석 자료를 생산하는 전략을 취하고 있는데, 한 달에 4번 해양 재분석장을 생산하여 초기화 함으로써 어떠한 날짜에 앙상블 평균을 하더라도 가장 멀리 떨어진 초기장 날짜가 일주일이 넘지 않도록 하고 있다.

        한 달에 4번이라고 하여도 20~30년의 기후기간 동안 매 달 80~120개의 앙상블이 생산되므로 이 결과를 평균하여 모델 기후값을 생산하는 데에는 전혀 무리가 없다. 또한 과거 기후예측장을 가지고 모델의 계절 예측 성능을 평가할 때에도 최근 한 달 간의 초기장, 혹은 연구 목적에 맞는 초기장을 선택하여 계절 예측성을 평가하는 데에 무리가 없다. 오히려 계절 예측에 있어 초기화 횟수를 늘리기보다는 같은 자원을 사용한다면 과거 기후평균 기간을 더 늘리는 것이 계절 예측 신뢰도를 높이는 데 더 효율적임을 Hyun et al. (2020)은 제시한 바 있다.

        그러나 과거 기후예측장을 가지고 계절내 예측 성능을 보고자 할 때에는 최근 일주일 이내에 초기장을 사용하게 되는데, 7~9일 간격으로 띄워져 있는 결과로는 한 날짜의 예측 밖에는 사용하지 못하게 되고 앙상블의 수가 현저하게 적어진다. 기후예측시스템이 애초 계절 예측을 목표 구성되었으나 그 예측 범위와 중요성이 계절 내까지 확장되어 내려오면서 고려되어야 할 부분이라고 하겠다.

        또한 기후예측시스템을 현업 운영하고 있는 세계 다른 기관들 또한 초기화 하는 날짜나 앙상블 하는 전략을 다르게 구성하고 있어서 모델 성능을 서로 비교 분석하는데 걸림돌이 되고 있기도 하다. 향후 기상청의 전산 자원이 더 확보되고 해양재분석에 대한 자료동화시스템이 운영될 수 있다면, 과거 기간에도 매일 초기화 한 앙상블을 생산하고, 계절 내 예측성을 위한 분석과 활용을 고려해 볼 수 있을 것이다.

        기상청 기후예측시스템의 시간지연을 통한 앙상블의 생산과 이를 평균하여 아노말리를 생산하는 자세한 구조에 대해서는 선행 논문들을 참고 할 수 있다(Ham et al., 2017; Ham et al., 2019; Kim et al., 2021a; Kim et al., 2021b; Park et al., 2021; Hyun et al., 2022).

      

      
        2.2 추계물리법(Stochastic Physics)
        모델 내부 과정에서 오는 불확실성은 모델 역학 과정(차분이나 적분, 수송, 안정화 과정)이나, 모델 물리 과정 모수화(장단파 복사, 대류, 미세구름물리, 대기조성, 경계층, 난류 혼합, 중력파 항력 모수화), 결합 과정(대기, 지면, 해양, 해빙)으로부터 발생하게 된다. 그리고 이 중 물리과정 모수화로부터 오는 불확실성은 해상도의 한계로 인하여 방정식 근사를 피할 수 없기 때문에 발생하는 것이며, 에너지 과정이 업스케일 되는 과정에서 더욱 크게 증폭될 수도 있다.

        기상청 기후예측시스템의 대기모델인 통합모델(Unified Model, UM)에서는 이러한 모수화 과정에서의 불확실성을 반영하기 위해 초기에 랜덤 파라메터 기법(Random Parameter scheme, RP)과 추계적 대류와도 기법(Stochastic Convective Vorticity scheme, SCV)이 개발되어 사용되었으며, 다음으로 추계적 운동에너지 후방산란 기법1 (Stochastic Kinetic Energy Backscatter scheme version 1, SKEB1)이 사용되었다. 그리고 이 후 SKEB1에 대류와 이류과정에서 가정된 운동에너지 손실 효과를 포함하여 SKEB2 (Stochastic Kinetic Energy Backscatter scheme version 2) 로 향상되었으며, 이 후 추계적 섭동 경향 기법(Stochastic Perturbed Tendencies scheme, SPT)이 통합되었다(Beare et al., 2019).

        이러한 방법들에서는 불확실성에서 오는 섭동을 반영해 주기 위해 랜덤 넘버(Random Number) 방정식을 사용한다. 랜덤 넘버의 순서는 랜덤 시드(Random Seed)에 의해 조정되며, 예측 가능한 순서를 따르게 된다. 랜덤 시드는 컴퓨터 클락 타임에 기반하여 생산될 수도 있고 예측 날짜, 특정 앙상블 멤버 수에 의해 생산될 수도 있으며 사용자가 정해줄 수도 있으나 기상청 현업 기후예측시스템(GloSea)에서는 앙상블 멤버 수에 의해 랜덤 시드가 정해지도록 되어 있다. 랜덤 넘버가 앙상블 넘버에 따라 예측 가능한 순서를 따르게 됨으로써 예측이 실패하여 재실행 하였을 때에도 똑같은 결과가 재 생산될 수 있게 된다(Beare et al., 2019).

        GloSea에서 사용되고 있는 추계물리 앙상블 생성기법은 누락된 에너지를 바람 증분의 형태로 더해주는 운동에너지 후방산란 기법2 (Stochastic Kinetic Energy Backscattering scheme version2, SKEB2; Shutts, 2005; Bowler et al., 2009; Tennant et al., 2011)와 U, V, T, Q의 경향 방정식(tendency equation)에 섭동을 더해주는 추계적 섭동 경향 기법(Stochastic Perturbed Tendencies scheme, SPT)을 이용하는데, 2022년 이전까지 현업 운영된 GloSea5의 경우는 SKEB2만을, 2022년부터 업그레이드 되어 현업 운영되고 있는 GloSea6의 경우는 SKEB2와 SPT를 같이 사용하고 있다. 따라서 이곳에서는 두 방법을 모두 소개하도록 하겠다(Shutts, 2005; Shutts and Palmer, 2007; Berner et al., 2009; Palmer et al., 2009; Sanchez et al., 2016; Beare et al., 2019).

        
          a) SKEB2
        

        SKEB2는 모델에서 누락된 운동 과정, 즉 모델 내부의 수평확산과 이류과정에서 과도하게 소산되는 운동에너지의 일부를 재도입하는 추계적 기법 중 하나이다(Shutts, 2005; Palmer et al., 2009; Beare et al., 2019).

        실제로 대기에 존재하는 물리과정에서 에너지는 작은 규모에서 큰 규모의 흐름으로 업스케일 되기도 반대로 다운스케일 되기도 한다. 이러한 업, 다운스케일되는 에너지의 범위는 정량화도 어렵고 적절하게 모델링 하기도 어렵다. 특히 수치모델에서 업스케일 요소는 포함되고 있지 못하며, 모의되지 못하는 작은 규모의 에디 에너지들은 열의 형태로 확산·소멸하게 된다. 예로 대류과정, 특히 큰 중규모 대류 복합체의 대류과정에서 질량플럭스(mass-flux)와 배기(detrainment)과정은 운동에너지의 소스로써의 역할을 하지만, 모델에서는 이러한 과정들이 포함이 되지 못하고 운동에너지의 순손실을 초래하게 된다. 따라서 에너지 후방산란 기법에서는 이러한 운동에너지 소스를 찾아 다시 모델에 주입하는 방법으로 누락된 과정에 의한 불확실성을 고려하게 된다. 후방산란 알고리즘의 물리적인 정의는 Shutts (2005)를 따르며, 이를 적용하여 실행한 결과는 Berner et al. (2009)을 참고할 수 있다.

        후방산란 에너지는 모델에서 바람 증분의 형태로 들어가게 되는데, 대기를 계산하는 서브루틴의 매 타임스텝마다, 모델 물리과정에서 이 증분을 계산하여 유선함수의 강제력 함수인 Fφ에 다음과 같이 반영해주게 된다.
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        bR는 후방산란 비율로써 스케일링 계수이며, D는 누락된 운동에너지의 총 국지소산율을 추정한 값이다. F*가 시간에 따라 변하는 랜덤 패턴장으로써, 공간적인 하모닉스로 표현되는 스펙트럼 값이다. 이 값은 자기 회귀식을 써서 계산하는데, 이를 통해 단위 면적당 에너지 후방 산란율을 정의하여 반영하게 된다.
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        여기서 ϕ는 ∆t시간 동안 점차 자기 상관이 점차 약해지는 것을 반영하는 값으로 지수적으로 감소하도록 작용한다. ρ는 스펙트럼 파워의 공간 상관 값으로, 여기에 랜덤 수 η가 곱해져 불확실성에 의한 섭동 효과를 반영하게 된다.

        
          b) SPT
        

        SPT 기법은 모델 격자 규모 내에서 발생하는 물리 과정들로 인한 변동의 평균적인 효과를 반영한 것으로써, 다음과 같이 간단히 물리 모수화 과정에서의 경향 방정식에서 섭동을 더해준다(Shutts and Palmer, 2007; Sanchez et al., 2016; Beare et al., 2019).
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        즉, 예단 변수 U, V, T, Q의 경향 방정식에서 통계적인 강제력 패턴 값, FΨ·Px을 추가하는데 여기서 X는 모델의 예단 변수이고, Rx는 모의 가능한 규모의 경향, Px는 격자보다 작은 모수화 규모의 경향이다. 즉 모수화 된 경향 값, Px에 통계적 강제력 패턴 값, FΨ을 곱하여 섭동을 주는데 FΨ은 앞서 SKEB2 방법에서 사용한 값과 비교하여 스펙트럼 파워를 계산하는 함수를 다르게 사용하는 것 외에는 기본적으로 같은 방법을 써서 구한다.

        이 방법은 간단한 방법임에도 불구하고, 앙상블 예측시스템에서의 물리 모수화 과정에서 불확실성을 성공적으로 잘 표현하고 있으며, 앙상블 스프레스를 증가시키고 앙상블의 에러를 낮추는데 도움이 되고 있다고 알려지고 있으며(Buizza et al., 1999; Charron et al., 2010), 대류 규모의 고해상도 모델에서도 적용되어, 미세물리과정이나 난류 에디와 관련된 불확실성을 표현하는 데에도 사용되고 있다. 참고로 SPT와 SPPT(Stochastically Perturbed Parametrization Tendencies)는 유사한 방법으로 SPPT는 U, V, T, Q의 연직적인 경향 프로파일에 비례하여 섭동을 줌으로써 불확실성을 표현한 방법이다(Palmer et al., 2009).

      

    

    

  
    
      3. 신호대잡음의 역설
      
        3.1 개념
        신호대잡음의 역설(Eade et al., 2014; Scaife et al., 2014; Scaife and Smith, 2018)은 기후 모델에서의 예측가능요소(Predictable Components, PC)를 평가하면서 여기서 나타나는 역설적인 모습을 지적한 것이다.

        예측 가능 요소라는 것은 불확실성을 항상 내포하고 있는 앙상블 예측에서 예측 가능한 시그널의 크기를 보는 값으로써, 총 분산(시그널 + 노이즈 분산)에 대한 시그널 분산의 비로 다음과 같이 정의할 수 있다.
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        그리고 어떤 한 변수에 대하여 모델의 예측가능요소(PCmod)를 관측의 예측가능요소(PCobs)와 비교한 비를 예측가능요소비(Ratio of Predictable Component, RPC)라고 하며, 다음과 같이 정의할 수 있다.
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        즉 RPC는 관측대비 모델에서 노이즈에 대한 시그널의 크기를 가늠하는 지수로써, 앙상블 예측 시그널 크기의 적절성을 평가하는 값이라고 할 수 있겠다.

      

      
        3.2 예측가능요소비의 계산
        예측가능요소비(RPC) 계산을 위해서는 예측가능요소(PC)를 구해야 하고, 이를 위해 먼저 총 분산(VAR)를 다음과 같이 구한다.

        변수 x에 대하여 m 번째 멤버의 n 번째 해 값을 xm, n이라고 하면 x-은 모든 개별 멤버들을 전체 평균이며, <x n>은 각 해에 개별 멤버들의 앙상블 평균으로 아래와 같이 정의할 수 있다.
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        그렇다면 총 분산 VARtotal은 모든 각 개별 멤버들 값에서 전체 평균을 빼서 구한 분산을 의미한다. 시그널의 분산 VARsignal은 앙상블 평균에서 전체 평균을 뺀 분산이며, 노이즈 분산 VARnoise은 각 개별 멤버들에서 앙상블 평균을 뺀 분산이다.
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            : ensemble members variance about total mean, ‘signal + noise’
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            : ensemble mean variance, ‘signal’
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            : ensemble members variance about ensemble mean, ‘noise’
          
        

        그리고 모델의 예측가능요소(PCmod)는 전체 분산 대비 시그널 분산 비의 제곱근으로 다음과 같이 계산한다(Eade et al., 2014).
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            : ‘predictable component’
          
        

        참고로 신호대잡음비(Signal-to-Noise Ratio)는 노이즈 분산에 대한 시그널 분산의 비(S/N=VARsignal/VARnois=σsig2σnoi2)로 구하는데, 예측가능요소와 신호대잡음비는 노이즈에 대한 시그널 크기를 가늠하는 같은 개념의 값이라고 할 수 있겠다.

        이제 다음으로 RPC 계산을 위해 관측의 예측가능요소(PCobs) 값을 구해야 하는데, 우리는 관측에서 실제로 무엇이 시그널이고 무엇이 노이즈인지 직접적으로 알 수가 없다. 선행 논문들에서는 관측에서 시그널과 노이즈를 뽑아내기 위해 장주기(low frequency) 변동성을 시그널로 보고, 단주기(high frequency) 변동성을 노이즈로 보아 계산하기도 하였다(Boer, 2011). 그러나 반드시 장주기의 변동성이 예측가능한 시그널이고 단주기 변동성이 노이즈라는 관계가 있을 필요가 없을 것이다. 따라서 Eade et al. (2014)은 관측과 모델 예측 간의 상관계수 제곱(r2)이 모델에 의해 설명되는 관측 변동성을 반영한다는 사실을 이용하여 PCobs를 관측과 모델 간 상관, r로 정의하고(Eade et al., 2014), 다음과 같이 RPC를 계산하였다.
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        다만 여기서 PCobsPCmod ≥rσsig 2/σtot 2와 같이 실제 RPC 값인 PCobsPCmod 에 비해 rσsig 2/σtot 2 값이 더 작을 수 있다고 부등 표시한 것은, 상관계수 r 값이 향후 모델의 개선이나 앙상블 수의 증가 등으로 더 좋아질 수 있기 때문에 현재 계산되어 보여주고 있는 RPC 값이 향후에는 더 커질 수 있다는 의미를 내포하고 있다.

      

      
        3.3 예측가능요소비의 역설적 특징과 해석
        RPC에서 분모의 모델 예측가능 시그널이 크다는 뜻은 모델이 관측을 잘 예측하여 분자의 상관계수 값도 커진다는 것을 의미하며, 모델 예측가능 시그널이 작다는 것 그 반대를 의미하므로 이상적인 경우 RPC값은 1이어야 한다고 본다. 하지만 기후예측시스템에서 RPC가 1보다 작은, 모델의 예측가능 시그널이 작은 경우가 발견되는데 그 이유는 앙상블의 수가 너무 적거나, 모델 스프레드가 충분치 않아 모델이 잘못된 과신 예측을 하는 경우 혹은 모델의 구조적인 에러가 존재하여 원격상관을 잘 예측하지 못하거나, 제대로 초기화 되지 못하고 초기 쇼크가 있는 모델 개선이 필요한 원인을 생각할 수 있다(Scaife and Smith, 2018). 이러한 문제는 전산 자원이 점차 확보됨에 따라 더 많은 앙상블 수를 확보하고, 좀 더 정교한 자료동화와 결합 자료동화를 시도함으로써 해결해 나가고자 하고 있다.

        반면 RPC가 1보다 큰 경우는 모델의 노이즈가 크고 모델의 예측가능 시그널이 약하여 모델의 잠재적 예측 스킬이 낮음에도 불구하고, 실제 관측을 예측한 스킬은 좋게 나타나는 경우이므로 일반적으로 생각하기 힘든 경우이다. 그런데 Eade et al. (2014), Scaife et al. (2014), Kang and Lee (2017), Scaife and Smith(2018)에서는 특히 북대서양의 NAO 변동성과 연관된 지역의 기압 변수에서 RPC가 1보다 큰 경우가 나타남을 보이고, 이를 역설적이라고 이야기하고 있다. 이러한 현상이 나타나는 이유에 대하여는, 기후변동성에 반응하여 나타나는 상관으로 인하여 분자의 관측과 모델 간 상관계수 값은 크게 나타나지만, 모델 반응의 크기는 매우 약하여 분모가 매우 작게 나타나는 것으로 분석하고 있다.

        여기서 예측가능요소, σsig2/σsig2/σnoi 2은 노이즈에 대한 시그널의 크기를 가늠하는 잣대로 사용되는 개념이므로 ‘신호대잡음의 역설(Signal-to-Noise Paradox)’로 이름 붙인 것으로 사료된다.

      

      
        3.4 잠재 예측 스킬(퍼펙트 예측 스킬)
        식(11)에서 관측의 예측가능요소를 상관의 개념을 도입하여 정의한 것처럼, 모델의 예측가능요소를 마찬가지로 상관의 개념을 도입하여 다시 쓸 수 있다. 즉, 자기 자신의 개별 앙상블을 관측처럼 취급하여, 앙상블 평균과 각 개별 앙상블들 간의 상관을 구한 평균으로 PCmod를 정의하면, 다음과 같이 RPC를 바꿀 수 있다.
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        여기서 rmo은 모델이 관측을 예측한 스킬이며, rmm은 모델이 자기 자신을 예측한 스킬로써 모델이 예측할 수 있는 최대한의 잠재 예측 스킬이라고 보며, 퍼펙트 모델(perfect model)의 스킬이라고도 한다. rmo는 모델의 앙상블 평균과 관측과의 상관계수 값이며, rmm은 모델의 앙상블 평균과 모든 개별 앙상블 멤버 간의 상관계수를 구하여 평균한 값이다.

        이 개념을 도입하여 다시 생각해보면 RPC가 1보다 크다는 것은, 모델의 잠재 예측 스킬보다도 실제 관측을 예측했을 때 스킬이 더 좋다는 것을 의미한다. 이는 반대로 모델 예측성의 한계라고 생각하고 있는 잠재 예측 스킬이 과소 추정되고 있다는 것을 지적하고 있기도 하다(Scaife and Smith, 2018).

        현재로써는 기후예측시스템에서 이러한 역설적인 특징이 나타나는 지역의 시그널이 매우 작음을 감안하여 예보에 참고하고, 이를 증폭 보정하는 방법을 고려해 볼 수 있을 것이다. 그러나 근본적으로는 왜 시그널이 약하며, 어떻게 하면 이 시그널을 강화시킬 수 있는지를 알 수 있다면 모델 개선에 크게 기여할 수 있을 것이다. 한편으로는 약한 시그널을 최대한 확보하기 위하여 노이즈를 최대한 감소시킴으로써 불확실성을 줄여야 한다고 보고, 예측시스템에서 전산 자원이 가능한 최대한의 앙상블 멤버를 확보해야 함을 이야기하고 있다.

        이러한 신호대잡음의 역설은 언급한 바와 같이 주로 북대서양 NAO 지역에 초점을 맞추어 논의되었다. 그러나 동아시아 기후예측에 직접적인 영향을 주는 북태평양 역시 북극진동의 영향을 받는 지역이며, 적도-중위도 SST의 원격상관과 중위도 극제트 진동의 상호작용이 밀접하게 연관되어 있는 지역들이다. 따라서 기상청 기후예측시스템의 앙상블 예측 결과를 활용하여 RPC의 전지구적인 분포 특징을 북태평양과 이외 다른 지역으로 확장하여 보고자 하였다. 여름과 겨울의 각 계절적인 특성을 나누어 살펴보았으며, 앙상블 확대에 따라서도 어떻게 개선되는지 분석하였다.

      

    

    

  
    
      4. 분석 자료
      현업으로 운영되는 기후예측시스템에서는 실시간 예측/과거 기후예측에 대하여, 매일/한 달 4회(1st, 9th, 17th, 25th)의 예측 결과를 생산한다. 그리고 이들을 평균하여 앙상블 계절 예측을 생산할 때에는 3주/가까운 4개(약 한 달)의 시간 지연된 초기장을 사용한다. 그리고 각 예측 초기 날짜당 다시 추계물리 방법에 따라 섭동을 주어 여러 개의 앙상블을 생산하는데, 이 연구에서는 GloSea5의 과거 기후예측장의 추계물리 앙상블 수를 21년 현업 운영 당시 생산하던 3개에서 14개까지 늘려 5월과 11월 과거 20년(1991~2010년)기간에 대해 확대 생산한 결과를 이용하여 하였다.

      이처럼 과거 기후예측장은 예측장에서 과거 기후예측장의 평균을 빼서 모델 구조적 오차를 보정하는데 사용되지만, 그 자체로도 기후기간 동안의 평균적인 예측성을 평가하는 자료로 활용되게 된다. 이 논문에서는 계절 예측에 초점을 맞추어, 타겟으로 할 계절(여름과 겨울)의 이전 한 달간 4번의 초기장을 사용한 예측 결과를 사용하였다. 따라서 한 계절 예측에 사용된 앙상블 수는 4회 초기 날짜당 최대 14개의 추계물리 앙상블로 총 56개이다.

    

    

  
    
      5. 결 과
      
        5.1 전지구 RPC 분포
        Figure 1은 기후예측시스템 해면기압의 겨울과 여름 계절 예측에서 나타난 RPC의 전지구 분포이다. 먼저 Fig. 1a에서 겨울철 북대서양 북위 60도 이상 지역(NA)을 중심으로 선행 연구들에서 논의된 RPC가 1보다 큰 값이 가장 강하게 나타남을 확인 수 있었다. 반면 Fig. 1b에서 여름에는 위치를 옮겨 북태평양(NP)과 북극지역에서 뚜렷하게 1보다 큰 값이 나타남을 알 수 있으며, 남극 지역 전체적으로도 1보다 큰 값이 나타난다. 계절에 무관하게 시베리아 내륙(SB)은 0에 가까운 매우 작은 값을 보이고 있었으며, 적도 태평양(TR)과 적도 인도양에서는 1값을 유지하고 있었다. 그리고 이외에 다른 지역별로 1보다 크거나 작은 값으로 계절에 따라 변동하고 있다. 한반도는 겨울에는 시베리아 내륙의 영향으로 1보다 작은 값을 반대로 여름에는 북태평양의 영향으로 1보다 큰 값을 가지며 두 지역의 경계에 서 있는 것을 볼 수 있다. 이들 각 지역별의 계절에 따른 특징은 이후 5.3절에서 살펴볼 것이며, 특히 네모로 영역 표시된 지역에 초점을 맞추어 대별되는 특징을 살펴보고자 하였다.

        
          
          

          Fig. 1. 
				
          

          
            Spatial distribution of the Ratio of Predictable Component (RPC) for (a) DJF and (b) JJA.
          
          

          

        

      

      
        5.2 기후예측시스템의 예측 스킬 분포
        RPC가 이러한 분포를 가지는 원인을 살펴보기 위해 Fig. 2와 3에서는 RPC 계산에 사용된 (a) 시그널(Eq. 8) 분산과 (b) 노이즈에 해당하는 전체 분산(Eq. 7), 그리고 노이즈 대비 시그널의 크기를 가늠하는 (c)모델의 예측가능요소(Eq. 10)와 (d) 관측의 예측가능요소(상관)을 각 여름과 겨울에 대하여 살펴보았다.

        
          
          

          Fig. 2. 
				
          

          
            Spatial distribution of (a) Signal and (b) Total variance, Predictable Component of (c) model and (d) observation (correlation) for DJF.
          
          

          

        

        
          
          

          Fig. 3. 
				
          

          
            Same as Fig. 2 except for JJA.
          
          

          

        

        Figure 2a에서 겨울 전지구적으로 뚜렷하게 나타나는 시그널은 북태평양 알류샨 저기압이었다. 그러나 이 지역은 노이즈 또한 매우 커서(Fig. 2b) 전체분산대비 시그널의 크기는 적도가 훨씬 강하게 나타난다(Fig. 2c). 시그널은 또한 양 반구의 극지역과 해양성 대륙과 호주 몬순 지역 그리고 남극순환류 지역에서 나타나고 있다. 그러나 전체 분산은 극지역을 중심으로 특히, 특히 북극과 북극 진동의 영향을 받는 알류샨 저기압과 NAO 지역에서 매우 강하여, 시그널이 약한 북반구 고위도와 극지역으로 예측 스킬이 떨어질 수 밖에 없음을 짐작할 수 있었다.

        Figure 2c는 모델의 예측가능 요소값이기도 하지만 충분히 많은 앙상블로 계산되었을 경우 3.4절에서 설명하였듯이 모델이 가질 수 있는 최대한의 잠재 예측스킬에 해당하는 값이기도 하다. 따라서 Fig. 2c에서 겨울철 예측시스템에서 기대할 수 있는 잠재적 최대 스킬이다. 현 시스템에서의 예측 스킬은 적도를 중심으로 최대 0.9이상의 값을 보이며, 점차 고위도로 갈수록 감소하고 있다. 그리고 (c)와 (d)를 비교해 보면 잠재 예측 스킬과 실제 예측 스킬의 분포가 어떻게 다른지 알 수 있으며, (d)에서 (c)를 나눈 비 값이 Fig. 1의 RPC 값이 된다.

        겨울 해면기압의 계절예측 결과에서 잠재 예측 스킬과 실제 예측 스킬은 모두 적도 태평양와 인도양에서 최대 0.9 이상의 값을 보이고 있지만, 스킬이 점차 떨어지는 0.5에서 0.7 사이의 지역을 살펴보면, 특히 북대서양의 북극지역으로 NA 지역에서 (c)의 잠재 예측 스킬보다 (d)의 실제 예측 스킬이 높은 것을 알 수 있다. 이러한 지역에서 Fig. 1에서의 RPC가 1보다 크게 나타나고 있음을 알 수 있다. 반면에 SB 지역을 살펴보면 (c) 모델의 잠재적 스킬보다 (d) 실제 스킬이 훨씬 낮아 0.1 이하의 하얀색으로 표시된 지역도 나타난다. 이러한 지역은 일부 아메리카 대륙과 남반구 해양에서도 나타나, Fig. 1에서는 RPC가 1 이하의 파란색으로 나타나는 지역들이다.

        Figure 3a와 3b에서 여름을 보면, 가장 강하게 나타나는 시그널은 남태평양의 남극 아문센 해 저기압에서 나타난다. 아문센 해 저기압은 남극 순환 모드인 SAM의 영향을 받아 SAM이 음(양)일 때 양(음)의 기압 편차를 가지는 특징이 있으며, 남반구 겨울철 엘니뇨와 라니냐에 의해 영향을 받는 것으로도 알려져있다(Turner et al., 2012). 따라서 이 시그널은 북반구 겨울 알류샨 저기압과 대칭적인 계절과 위치에 있는 변동성임을 알 수 있다. 그러나 이 또한 전체 분산이 남극 지역 전체로 매우 강하여 전체 분산 대비 시그널은 겨울과 마찬가지로 적도를 중심으로 더 강하게 나타난다. 북반구 북서태평양 고기압의 시그널도 나타나고 있지만 아문센 해 저기압에 비해서는 매우 약하다.

        Figure 3에서 (c)와 (d)를 비교해 여름철에는 NP 지역에서의 (d) 실제 예측 스킬이 (c) 잠재 예측스킬보다 높은 특징이 나타나 있었고, NA 지역은 겨울과는 반대로 (d) 예측 스킬이 (c) 잠재 스킬보다 떨어지는 모습을 보였다.

        전반적으로 잠재 예측 스킬이나 실제 예측 스킬 모두 겨울이 여름보다 높은 것을 알 수 있었다. 그리고 SB 지역은 여전히 실제 예측 스킬이 현저히 낮은 모습이 나타났다. 한반도는 겨울과 여름 모두 예측 스킬이 0.5에서 급격히 떨어지는 경계에 딱 위치하고 있다.

        전체적으로 적도 SST의 영향이 닿는 중위도의 해양까지는 좋은 예측 스킬을 보이고 있었으나, 이후 급격히 스킬이 감소하여 잠재 예측 스킬 만큼의 성능을 내지 못하고 있다. 북반구에서는 시베리아의 스킬이 특히 매우 낮아서 이 지역 예측이 매우 어려움을 알 수 있다. 그리고 남북극 진동의 영향으로 극지역에서 다시 스킬이 향상되는 경향을 보인다. 겨울 북대서양이나 여름 북태평양의 스킬이 높아지는 지역은 잠재예측 스킬보다도 실제 스킬이 높아 앞서 설명한 역설적인 모습이 나타나는 지역임을 알 수 있다.

        또 한가지 주목해 볼 것은 겨울과 여름 모두 웜풀지역과 동태평양에서 잠재 예측 스킬이 0.9 이상의 매우 높은 값을 보이는데, 동태평양에서 실제 예측 스킬을 보면 패턴이 다르다는 것이다. 실제 관측에서는 엘니뇨 변동성이 계절에 따라 변동하면서 중태평양에 중심을 둔 모습도 나타나는 것을 알 수 있다. 그러나 모델에서는 전형적인 동태평양 엘니뇨의 변동성을 강하게 모의하고 있다는 것을 알 수 있었다.

        선행연구에서는 주로 겨울철 북대서양을 중심으로 RPC의 특징을 살펴보았으나, 여름철 북태평양 지역에서 나타나는 RPC의 특징과 모든 계절에서 현저히 낮은 스킬을 보이는 시베리아 지역, 그리고 항상 높은 값이 나타나는 적도 지역을 중심으로 하여 지역별 특징을 다음 장에서 살펴보고자 하였다.

      

      
        5.2 지역별 특징
        각 지역별 특징을 좀 더 자세히 알아보기 위하여 RPC가 역설적으로 강하게 나타나는 지역을 선정하여 평균적인 분포를 보고자 하였다. 앞선 그림들에서 네모로 표시된 지역은 여름과 겨울 RPC가 크게 나타난 북대서양(NA)과 북태평양(NP) 지역이다. 그리고 이들 지역과 대비되는 특징을 살펴보기 위하여 전지구(GL)와 RPC가 항상 작은 시베리아 내륙(SB), RPC가 항상 1에 가까운 적도 태평양(TR)을 함께 선정하였다.

        Figure 4a에서 기상청 기후예측시스템의 전지구 평균 해면기압 계절예측 스킬은 단일 앙상블 일 때 약 0.4의 값을 가지다가, 앙상블이 12개가 되었을 때 0.5에 이르러서 앙상블이 확대됨에 따라 계속 증가하고 있다(빨간색). 여름보다는 겨울의 스킬이 조금 더 높았다.

        
          
          

          Fig. 4. 
				
          

          
            Global averaged (a) Predictable Component of model (yellow) and observation (red), and their ratio (RPC, blue), and (b) Signal (green), Noise (pink) and Total (violet) variance against ensemble size. Solid lines for JJA, and dashed for DJF.
          
          

          

        

        예측 가능 요소(노란색) 곡선은 점차 하향하여 앙상블이 최대로 커졌을 때 0.5에 가까이 이른다. 이는 시그널의 크기가 감소한다고 해석하기 보다는 충분히 많은 앙상블이 생산되기 전까지는 점차 수렴해간다고 해석하는게 맞다. Figure 4b는 각각의 시그널, 노이즈 그리고 전체 분산을 나타낸 것인데 앙상블 수가 작을 때에는 시그널에서 노이즈가 분리되지 않아 시그널 분산이 크게 계산되고, 모델이 과신 예측을 하고 있다. 이 후 앙상블이 증가하면서 노이즈와 시그널 모두 수렴 값에 이른다. 보라색의 시그널과 노이즈 분산을 합친 전체 분산의 크기는 앙상블이 증가하여도 거의 일정함을 알 수 있다. 그리고 시그널이 수렴에 이른 값은 모델의 잠재 예측 스킬에 해당하므로, 겨울과 여름의 최대로 기대 할 수 있는 예측 스킬이 각각 0.53/0.57임을 알 수 있다. 그리고 앙상블을 56개까지 확대하였을 때 실제 예측 스킬(빨간색)도 이와 같은 수준에 이르고 있어 RPC(파란색)는 1 값에 이른다. 전지구 해면기압의 계절예측 관점에서 보면, 한 초기시간당 3개 추계물리로 생산된 총 12개의 앙상블 수는 아직 부족하며 56개에 이르러서야 RPC 값이 1에 이르는 것을 주목할 수 있다.

        Figure 5에서는 이러한 모습을 지역별로 분리하여 살펴보았다. Figure 5a는 북대서양(NA)으로 여름과 겨울 모두 모델의 잠재 예측 스킬은 0.25 밖에 되지 않는다(노란색). 실제 여름 예측 스킬(빨간색 실선)도 0.1로 이 지역 여름 예측의 어려움을 짐작 할 수 있다. 그런데 겨울은 예측 스킬이 4배 이상 증가하여(빨간색 점선) RPC가 2를 넘는 값을 보이고 있다(파란색 점선). 모델 시그널은 여름과 겨울 큰 차이가 없는데, 겨울 예측 스킬이 네 배 차이가 나는 것이다. 이 지역 겨울의 높은 예측 스킬은 겨울철 NAO 변동성과 적도, 성층권으로부터의 원격상관 상호작용으로부터 온 것이라고 판단할 수 있으나, 이것에 반응하는 시그널이 매우 약해 시그널 강도에 반영되지 못하고 있는 것으로 보고 있다.

        
          
          

          Fig. 5. 
				
          

          
            Same as Fig. 4 (a) except for regions of North Atlantic (NA), North Pacific (NP), Siberian continent (SB) and Tropic ocean (TR).
          
          

          

        

        북태평양(NP)의 여름철의 경우도 NA 지역과 마찬가지로 RPC가 2에 가까운 역설적인 값이 나타나고 있었으며, 여름철 약한 0.2의 시그널 강도에 비하여 2배에 가까운 예측 스킬을 보이고 있었다. 이는 여름철 북태평양에서도 이 지역 모델 반응은 매우 약하지만 예측에 실용적인 원격상관의 변동성이 있음을 보여주는 것이다. 다만 NP 지역의 겨울은 여름에 비하여 상대적으로 큰 시그널을 유지하고 있었는데, 이는 Fig. 2a에 보았듯이 단연 적도 ENSO와 연관된 겨울철 알류샨 저기압으로부터 온 것으로, ENSO에 의한 겨울철 북태평양의 변동성은 모델에서 상대적으로 그 시그널이 약화되지 않고 잘 전달되고 있음을 알 수 있다.

        남극해 아문센 저기압 지역은 NP와 계절적으로 대칭적인 모습이 나타나는지 살펴 보았으나, 두 계절 모두에서 잠재 예측 스킬도 크고 실제 예측 스킬도 잠재 예측 스킬과 유사하게 나타나 전지구 평균과 유사한 모습을 보였다(그림 생략).

        시베리아 지역(SB)은 항상 RPC가 매우 작게 나타나는 지역이었다(Fig. 5c) 이 지역 잠재 예측 스킬은 여름 0.5, 겨울 0.34로 북대서양이나 북태평양에 비해 크게 약하지 않으나 실제 예측 스킬이 0.2를 넘지 못하고 있으며, 앙상블 확대에도 크게 좋아지지 못하고 있다. 그리고 다른 지역들과 다르게 겨울보다 여름 예측 스킬이 더 좋은 것을 알 수 있다(Fig. 5c). SB 지역은 토양수분이나 토양온도 그리고 눈의 지면 과정에 민감한 지역이나 관측이 잘 확보되어 있지 못하고, 제트의 움직임도 활발한 지역으로 지면 과정 등의 초기화나 모델 개선이 더욱 필요한 지역임을 알 수 있겠다. 시그널이 매우 큰 적도의 TR 지역은 단일 앙상블 예측에서 이미 0.8의 예측 스킬을 보이고 있으며 지속적으로 RPC가 1의 값을 유지하고 있다(Fig. 5d). 적도 해양을 기후 예측성의 원천이라고 칭하는 이유를 확인 할 수 있었다.

      

    

    

  
    
      6. 논 의
      이 논문에서는 신호대잡음의 역설에 대한 개념을 자세히 소개하고, 기상청 기후예측시스템의 앙상블 생성 방법을 특히 추계물리 기법에 초점을 맞추어 설명하였다. 그리고 기상청 기후예측시스템을 통해 이러한 신호대잡음의 역설적인 특징의 분포를 살펴보고, 앙상블 확대에 따라 어떻게 개선되는지 계절별, 지역별 특징을 살펴보았다.

      예측가능요소비가 1보다 큰 특징은 선행연구들에서와 같이 겨울철 북대서양에서 뚜렷하게 나타났으며, 또한 여름철에는 북태평양 고기압 지역에서도 강하게 나타나고 있었다. 시베리아 내륙은 잠재 예측 스킬도 매우 낮고 시그널도 약하며 노이즈도 매우 큰 지역이었으며 앙상블을 늘려도 예측 스킬 증가에 전혀 효과적이지 못하였다. 이 지역은 계절 예측성 향상을 도모하기 힘든 지역으로 적도와의 원격상관 반응성과는 관련성이 적고 제트에 의한 노이즈가 너무 크며 지면 과정 등 모델 자체의 개선이 더욱 필요한 지역으로 생각되었다. 한반도의 경우 날씨와 기후 예측에 서쪽에서 오는 시스템의 직접적인 영향을 받고 있으나 이 지역 예측성이 낮아 예측이 어려울 수 밖에 없는 한계를 확인할 수 있었다.

      신뢰도 있는 기후예측을 위해서는 근본적으로 원격상관의 시그널의 반응을 강화시킬 수 있도록 모델 개선이 이루어져야 할 것이며, 또한 시베리아 대륙의 낮은 예측성 개선을 위해 지면 초기화와 지면 과정 개선 등에 노력을 기울여야 할 것으로 생각된다. 동아시아 지역은 적도뿐만 아니라 북극진동과 관련된 북태평양의 예측 시그널을 최대한 활용할 수 있는 방법을 계속 고려해야 할 것이다. 또한 겨울철에는 북대서양의 시그널이 동아시아에 전파되어 오는 변동성을 예측에 활용하는 것이 효율적일 수 있겠으나 시베리아 지역의 예측성이 매우 낮아 전파 과정에서 이 시그널이 잘못될 수 있는 위험성도 있을 것이다.

      Scaife and Smith (2018)는 기후예측시스템에서의 한계 원인과 극복을 위해 다음과 같이 논의하고 있다.

      
        	1. 예측 스킬을 계산하는 많은 방법들(평균 제곱근 오차, 제곱 평균 오차, 신뢰도, 브라이어 스킬 스코어 등)이 잠재 예측 스킬에 대한 부정확한 추정치를 제공할 수 있다. 후처리 보정을 통해 시그널을 증폭시킬 수 있을 것이고, 보정 없이 모델 원시자료 그대로 사용하여 예측 스킬을 평가하는 것은 잘못된 이해를 불러 올 수도 있다. 아노말리 보정은 시그널 크기를 보정하는 데에는 효과가 없는 방법이므로, 예측 가능한 시그널을 위해 충분히 많은 앙상블을 사용하여 예측 스킬을 평가할 수 있어야 할 것이다.


        	2. 일반적으로 예측이 과대 추정이 되고 있는 지역에서는, 추계물리를 통한 통계적인 테크닉으로 앙상블 스프레드를 늘리고 예측을 개선 할 수 있을 것이다. 하지만 신호대잡음이 너무 작고, 예측결과가 과소 추정되는 지역들에서는 이러한 통계적 방법들이 문제를 유발할 수 있는 가능성도 있을 것이다.


        	3. 개별 앙상블 멤버를 관측처럼 두고 모델 예측 스킬을 측정하는 방법은 특정 모델에서 얻을 수 있는 예측 스킬의 상한으로 간주된다. 왜냐하면 각 개별 멤버가 예측한 결과가 모델이 자기 자신을 예측한 결과에 대한 스킬로써 완벽한 관측으로 초기화 한 상황을 따르고 있는 것으로 생각할 수 있기 때문이다. 그러나 적도와 같이 신호대잡음이 너무 큰 지역에서는, 향후 미래 개선까지 고려한 잠재적 최대 예측성을 표현한다기 보다, 모델 앙상블들에서 추가적으로 예측성이 과대 추정된 것 일 수 있다. 비슷하게, 신호대잡음이 너무 작은 지역에서는 모델이 자기 자신을 예측한 스킬보다 실제 관측을 예측한 스킬이 더 좋다는 이야기가 되고 이러한 방법은 실제보다 잠재 예측성을 과소 추정한 것이 될 것이다.


        	4. 기후변화 등 현상의 원인규명을 위해 인간 활동으로 인한 현상을 정량화하는 방법 중, 관측 SST를 강제하여 모의한 대규모 앙상블 결과와 인간 활동 시그널을 제거한 SST를 사용한 결과를 비교하는 방법이 있다. 이러한 방법을 쓸 때에는 모델이 SST에 반응하는 진폭을 정확히 모의한다는 것을 전제로 하고 있으나 신호대잡음이 너무 작은 지역에서는 SST에 대한 반응이 잘못 나타날 수도 있다.


        	5. 향후 수십 년의 지역기후변화를 전망한 대규모 앙상블 결과는 자연의 내부 변동성을 불확실성의 주요 원인으로 지적하고 있다. 이는 모델이 온실가스, 인위적인 에어로졸 및 오존을 포함한 외부 강제력에 올바르게 반응하고 있다는 것을 전제하고 있다. 하지만 신호대잡음의 역설이 이러한 외부 강제력에 대한 반응에도 적용이 된다면, 내부변동성의 역할이 과대 추정된 것일 수 있다.


        	6. 비록 신호대잡음의 역설이 기후모델이 잠재적으로 가진 심각한 문제를 강조하고 있지만, 한편으로는 이전에는 예측이 불가능하다고 생각했던 매우 어려운 사례들에서 신뢰도 있는 예측이 가능함을 밝히게 해 주었다. 최대한의 예측 가능한 시그널을 추출해 내기 위해서는 대규모의 앙상블 생산이 필요할 것이며, 후처리를 통해 이 시그널의 크기를 확대할 필요가 있음에 주목할 수 있다.


        	7. 신호대잡음의 역설을 해결하고 기후 모델에서 이를 개선할 수 있다면 전체 다수의 현상에 대한 모델 반응 강도를 높이고, 다양한 원격상관이 실제인지 여부에 대한 오랜 논쟁을 해결할 수 있을 것이다. 또한 탐지, 원인규명, 전망을 위해 사용되고 있는 앙상블의 수를 줄일 수 있을 것이며 기후 예측과 서비스 기술을 향상시킬 수 있을 것이다.


      

      기후예측시스템의 한계와 특성을 알려주는 중요한 개념으로써의 신호대잡음의 역설에 대해 기술하고 그 특징적인 모습을 기상청 기후예측시스템의 앙상블 확대 결과를 통하여 자세히 살펴보았다. 기상청에서는 현업 예측장과 과거 기후예측장 앙상블을 확대 생산하고, 10 km 이하의 고해상도 앙상블 추가 생산을 통해 자세한 에디 등의 모의가 원격상관 시그널 강화와 예측성 개선에 도움이 되는지를 지속적으로 보고자 계획하고 있다. 이를 통해 현 기후예측시스템의 한계를 알고, 이를 극복하기 위한 여러 방면의 노력을 지속하고자 한다.
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